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Ⅰ. 서 론

강화학습(reinforcement learning)은 인공지능 개체

(agent)의자율적인의사결정을위한강력한패러다임

으로, 기계학습의방법론중하나이다. 행동심리학에서

영감을받은이방법은환경(environment)과의상호작
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요 약

최근 강화학습의 패러다임은 온라인에서 오프라인으로 전환되고 있다. 이러한 변화는 시뮬레이션 기반 게임 과

제에 국한된 온라인 강화 학습의 비실용성을 극복하기 위함이다. 본 논문에서는 사전 수집된 고정 데이터 세트를

기반으로 정책을 학습하는 실용적인 강화학습 기술을 소개하고자 한다. 이러한 시도는 모방학습부터 시작되었고,

최근 각광받고 있는 오프라인 강화학습(offline reinforcement learning) 방식으로 발전하였다. 오프라인 강화학습에

서는 본질적인 문제인 분포 이동(distributional shift)을 해결하기 위해 제안된 오프라인 강화학습 알고리즘들에 대

해 소개하고자 한다. 마지막으로 해당 분야에서 현재 해결되지 않은 문제들과 한계에 대해 논의한다.

키워드 : 심층 강화학습, 오프라인 강화학습, 모방학습

Key Words : Deep Reinforcement Learning, Offline Reinforcement Learning, Imitation Learning

ABSTRACT

The reinforcement learning paradigm has shifted from online to offline recently. Such a change is to

overcome the impracticality of online reinforcement learning, which is limited to simulation-based game tasks

(e.g., Go, Chess, Atari, and so on). This paper reviews an offline reinforcement learning approach that builds a

policy by leveraging previously collected fixed datasets. To elaborate, we deal with the state-of-the-art offline

reinforcement learning algorithms, which have been proposed to mitigate the distributional shift. Lastly, we

discuss the open problems and limitations of current offline reinforcement learning.



The Journal of Korean Institute of Communications and Information Sciences '23-11 Vol.48 No.11

1406

용속에서개체가시행착오를통해최적의의사결정방
법을학습한다. 구체적으로, 개체는환경에서얻은상태
정보(state)를고려하여행동(action)을취하고이에대

한 보상 신호(reward)를 최대화 하기 위한 행동 정책
(policy)을학습한다. 하지만고전적인강화학습방법은
상태및행동공간이작고이산적인단순한문제해결에

사용되었다. 이러한한계를극복하며강화학습이주목
을받기시작한것은딥러닝(deep learning)의성공이
후, 심층신경망(neural network)을적용한심층강화학

습(deep reinforcement learning) 방법이대두된이후이
다.[1] 심층 강화학습 방법은 고용량의 함수 근사자
(approximator)를이용하여연속적이며비선형적인상

태및행동공간으로구성된복잡한문제에서도효과적
인성능을보였다. 이와같은방법은제어와관련된분
야뿐아니라각광받고있는자연어처리및비전분야

에서도 유용하게 활용되고 있다.[2-5]

하지만, 온라인 강화학습(online reinforcement

learning)의경우실제세계문제해결에적용하기에는

실용적한계가존재한다. 먼저, 개체의정책이불안정한
학습초기상태에서도환경과의상호작용을통해직접
데이터를수집해야하는데, 개체가물리적디바이스(자

율주행차, 지능형드론, 로봇)인경우사회적및금전적
위험을초래할수있다. 또한, 개체는능동적으로환경
과의지속적인상호작용을통해학습데이터세트를수

집해야한다. 특히 on-policy 알고리즘을기반으로하는
경우정책의업데이트를수행하는시점마다새로운데
이터세트를필요로한다. 즉, 이전에이용한데이터는

폐기하기때문에샘플효율성이낮다. Off-policy 알고
리즘의경우여전히환경과의능동적인상호작용을할
수 있지만, 이전에 수집된 데이터를 폐기하지 않고

replay buffer에저장을하며샘플링을통해업데이트를
진행하기때문에샘플효율성을높일수있다. 온라인
강화학습의실용적문제적용한계를해결하기위한대

안으로 off-policy 알고리즘을기반으로하는오프라인
강화학습(offline reinforcement learning; 또는 batch

reinforcement learning) 방법이 논의되고 있다.[6]

오프라인강화학습은실시간으로데이터세트를수
집하지않고사전에수집된고정된데이터세트를이용
하여 학습을 진행하는 강화학습 방법이다. 이와 같은

방법은온라인강화학습이 효율적이지않은작업(로봇,

우주탐사, 자율주행, 의료등)에적용하는경우효율적
으로동작할수있다.[7-9] 하지만, 고정된데이터세트을

이용하는방법은앞서말한문제들을해결하는실용적
인해결책이될수있는반면에온라인상호작용을추가
로고려할수있도록기존에고안되었던온라인강화학

습의알고리즘을추가적용하는경우종종실패로이어
진다. 이러한실패의원인은고정된데이터세트을통해
경험한분포외부의행동에대한낙관적가치평가혹은

잘못된일반화로보고되고있다.[10] 오프라인방식에온
라인강화학습알고리즘의단순한적용이실패로이어
진현재, 문제를완화할수있는오프라인강화학습알

고리즘의 개발 연구가 수행되고 있다.

대부분의오프라인강화학습알고리즘의경우데이
터세트에서경험한궤적분포와실제환경에서경험할

분포의 차이를 최소화 하는 분포 이동(distributional

shift) 문제를최소화할수있는학습방법에대한제안
을포함하고있다. 학습될정책을고정된데이터세트를

수집한정책과유사하게제한하는방법이대표적이다.

구체적으로, 가치함수에대한하한선(lower bound)을
설정하여 보수적으로 정책을 학습할 수 있도록 제약

(regularizer 및 constraint) 및페널티를고려한다.[11,12]

제약으로는명시적밀도(explicit density)[12,13], 암시적
발산(implicit convergence)[14,15], 정책목적함수를위

한 지도학습(imitative learning)[16], Q-함수의 직접적
정규화[12] 등이포함될수있다. 다수의가치평가모델
을 병렬적으로 사용하는 앙상블(ensemble) 방법 역시

보수적인학습[17,18] 혹은불확실성(uncertainty)의추정
을[16] 통해보다안정적인정책연구학습을위해사용
되고있다. 최근연구되고있는새로운방법론은이러

한 제약을 이용하지 않고 중요도 샘플링(importance

sampling)[19,20] 혹은개체의궤적정보를최적화하는방
법[21]을고려하고있다. 마지막으로오프라인강화학습

을 통해서는 초기 정책을 학습하고 온라인 미세조정
(fine-tuning)을통해정책을강화시키는방법역시주
목 받고 있다.[22,23]

본논문에서는강화학습의실용적문제해결을위한
오프라인 강화학습 패러다임의 전반적인 내용을제공
한다. 이를위해강화학습문제를공식화하는방법과

함께최근연구된오프라인강화학습알고리즘들의방
법론에 대해 설명한다.

Ⅱ. 배경 지식

본섹션에서는강화학습문제를정의하는방법과함
께강화학습문제를해결하는방법및표기법(notation)

에대해소개한다. 먼저, 강화학습에서개체와환경사
이의 의사결정을 다룬 마르코프 의사결정(Markov

decision process; MDP) 모델에대해확인한후, 강화

학습문제를해결하는 방법 및정의에대해살펴본다.

이어서, 오프라인강화학습알고리즘의이해를위한배



논문 /실용적 강화학습 기술 동향 :모방학습부터 오프라인 강화학습까지

1407

경 지식에 대해 논의한다.

2.1 마르코프 의사결정
강화학습은역동적환경(dynamical environment)에

서의의사결정모델의학습문제를해결할수있는방법

이다. 개체는상태(state) st에서행동(action) at를결정
하고, 이에대한대한보상신호(reward) rt를획득하는
의사결정모델을갖는다. 이와같은의사결정모델은마

르코프의사결정모델로정의할수있다. 이때, 마르코프
의사결정은 이상적인 환경 상태를 고려하는 강화학습
문제를 표현할 수 있는 수학적 공식화 방법이다.[24]

마르코프 의사결정 모델은 튜플 M = <S, A, T, r0,

R, g>로 나타낼 수 있다. 여기서 S는 상태 공간(state

space), A는 행동 공간(action space), T(St+1 | st, a t)는

상태전이확률(state transition probabilities), r0는초기
상태 분포(initial state distribution), R은 보상함수
(reward function), 그리고 g∈ (0,1]는 감가율

(temporal discounted factor)을 나타낸다.

하지만상태정보를모두관측할수있다는이상적인
가정을포함하는마르코프의사결정모델은실용적인문

제에적용하기에는한계가있다. 따라서, 대부분의실용
적문제해결을위해서는부분적관측마르코프의사결정
(partially observable Markov decision process;

POMDP)를이용한다. POMDP는완전한상태정보가아
닌일부관측한불완전한정보인 ot를이용한다. 해당모
델은 M = <S, A, O, T, W r0, R, g>과같이정의할수
있다. O는관측공간을나타내며, W(ot | st)는관측전이
확률(observation transition probabilities)을 나타낸다.

강화학습에서개체의궁극적인목표는궤적에서얻

어지는누적보상을최대화하는정책을학습하는것이
며, 이는 수학적으로 다음과 같이 표현할 수 있다.

(1)

여기서 p는개체의행동정책을의미하며, 만약궤적
의전체길이가∞로고려되는경우, p(at | st)T(st+1 | st,

at)에의해정의되는 (st, at)에대한 Markov chain을에

르고딕(ergodic)하다고가정하여 문제를해결할수있
다.[24]

2.2 강화학습
강화학습에서궁극적인목표는모든궤적에서예상

되는 누적 보상을 최대화 할 수 있는 최적의 정책을

학습하는것이다. 강화학습문제를해결하는방법에는
크게 세가지 방법 있다.

가치 기반 강화학습(Value-based RL): 가치기반

의강화학습방법은상태가치함수 V(St) 혹은상태-행
동가치함수인 Q(st, at)를최적화함으로써최적의정책
을 간접적으로 학습한다. 여기서, V(St) =

로 나타낼 수 있으며, 상태 가치

함수는 상태-행동 가치 함수 Q(st, a t)의 모든 행동에

대한기댓값을의미한다. 따라서, Q(st, at)-V(St)는특정
행동 at가어느정도의이점을가지는지평가하는지표
로 이득 함수 (advantage function) A(st, at)로 정의할

수있으며, 이는상태가치함수에대한낮은분산정도
를갖기때문에대안으로고려될수있다. 최적의정책
을 간접적으로 학습한다는 특징은 벨만 최적 연산자

(Bellman optimality operator) Bp에서기인하며, 유일
한바나흐고정점(Banach fixed point)인 Qp*(or Vp*)
에서벨만연산자의 g-축소(contraction)를다음과같이

만족해야만 한다.[24]

여기서 R(st, at, st+1)+gQ(st+1, p(st+1))은 Bellman target

y로정의할수있다. 위의가치함수를 계산하기위한
가장 기초적인 방법으로는 우리는 동적 프로그래밍
(dynamic programming) 및 반복적인 추론과 평가를

거치는방법을고려할수있다. 하지만이러한방법은
상태및행동공간이연속적이며높은차원을갖게되는
경우계산복잡도에의해적용하기가어렵다는단점이

있다.

이와같은문제는 2013년심층신경망을함수근사
자로 고려하여 행동 가치 함수 Q(st, a t)를 근사한

Deep-Q network(DQN)을 시작으로 빠르게 해결되었
다.[25] DQN은 벨만 오류 (Bellman error)

를 최적화 하는

것을신경망의 목적함수로 고려하였다. 여기서 와
은 Q-network 및목표 Q-network(target Q-network)의

파라미터를 의미한다.

정책 경사(policy gradient): 식 (1)을최적화하는
가장직접적인방법은정책의기울기를직접추정하는

것이다. 이 경우 가치 기반 방법과 달리 정책 자체가
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매개변수화될수있다. 여기서매개변수에대한목적함

수의 경사 는 다음과 같다.

여기서 GT는 t 시점부터 궤적의 마지막 시점 까지의
누적보상(return)을의미하며, b(st)는 baseline으로샘

플링된궤적에대한평균보상을의미한다. b(st)는 V(st)

로대체될수있다. 정책경사방법은가치함수에대한
추정을위해일반적으로 Monte Carlo 방식으로해결된

다.

Actor-cr itic: Actor-critic 알고리즘은 가치 함수를
매개변수화하는가치기반의방식과정책을매개변수

화하는정책경사방식을통합한방식이다. Actor 네트
워크의 경우 정책에 대한 근사를, critic의 경우 가치
함수에 대한 근사를 수행한다. 일반적으로 SAC(soft

actor critic) 기반의[26] 확률론적 알고리즘과 DPG

(deterministic policy gradient) 기반의 결정론적 알고
리즘으로구분할수있다.[27,28] 먼저확률론적알고리즘

의경우정책은행동의분포를출력하며, 액터네트워크
파라미터 및크리틱네트워크파라미터 목적함수는
다음과 같다.

여기서 B는업데이트에사용되는 batch의크기를의

미하며, b는 temperature 파라미터를 의미한다.

결정론적알고리즘의경우정책은직접적인행동값
을 출력하며, 각 네트워크의 목적함수는 다음과 같다.

이어서, 이와 같은 알고리즘의 안정성을 위해 사용
되는 대표적인 기술 두 가지를 소개한다.

1) Soft target update: Soft update[28]는신경망의매
개 변수를 업데이트 하는데 사용되는 기술이다. 타겟
네트워크의 가중치를 점진적으로 조금씩 업데이트 하

는방식으로다음과같이작동한다. 이와같은접근방
식은분산을줄이고네트워크가보다느리게학습하게
유도하여 학습 과정의 안정화를 돕는데 사용된다.

2) Clipped double Q[29]: 해당방법은심층망을사용
하는경우하나의 Q 네트워크가아닌두개의 Q 네트워
크를 이용하는 방식이다. 이는 Q 네트워크에서 자주

발생할수있는과대추정문제를보수적인방법으로해
결해주는방법으로, Bellman target을고려할때다음과
같이 이를 적용할 수 있다.

2.3 오프라인 강화학습
기존의강화학습은다른기계학습패러다임과는다

르게대부분비실용적이며비교적좁은도메인에서의

성공[30,31]을거두었다. 이는강화학습의능동적인학습
방법에기인한다. 능동적인강화학습방식의문제는정
책을업데이트할때마다데이터세트를재수집해야하

는데, 이는 위험성을 동반하는 동시에 데이터 수집에
대한비용이많이드는작업이다.[32] 이와같은문제를
완화하기 위해 현대 기계 학습의 성공을 장려한 크고

다양한데이터세트를고려하게된다. 오프라인강화학
습문제의경우앞서정의하였던강화학습문제를고정
된데이터세트를기반으로공식화하여정의할수있다.

즉, 개체는학습을위해추가적인상호작용없이사전
수집된데이터세트만을이용하여최적의정책을학습
해야 한다.

데이터 세트 는 특정 행동

정책을통해수집될수있으며, 이는하나의정책이아

닌 다수의 정책 혼합 으로 고려될 수 있다. 데이터
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세트의상태는행동정책에의해유도된상태분포에서

샘플링 되며, 행동은이와같은혼합정책

에서샘플링 된다. 다음상태는상태전

이확률에의해샘플링 되며, 보상은

보상 함수에 의해 계산 된다. 즉,

데이터세트에포함된상태및동작샘플의분포는행동
정책을 표현할 수 있다.

Ⅲ. 오프라인 알고리즘 리뷰

이번장에서는현재활발히사용되고있는대표적인
오프라인알고리즘에대한리뷰를수행한다. 사전에수

집된고정된데이터세트기반으로정책을학습하는오
프라인 패러다임의 학습 방법인 모방 학습(imitation

learning), imitative learning, 오프라인강화학습알고

리즘을 포함한다.

3.1 모방학습
대표적인 모방학습 알고리즘으로는 행동복제 알고

리즘인 BC(behavioral cloning)이있다.[33] BC 알고리

즘은 오프라인 패러다임의 초기에 고려된 알고리즘으
로 데이터 세트 내의 상태 및 행동 페어를 모방하기
위해가장기본적인형태의지도학습을따른다. 알고리

즘의행동정책학습을위한손실함수는다음과같다.

이와같은손실함수는네트워크의생성물인예측된

행동 과 실제 데이터 세트에서의 행동 a
의오차를최소화하는것을목표로한다. 모방학습의
경우전문가가생성한최적의데이터세트에서는좋은
성능을보이지만, 차선데이터세트에서는좋은성능을

보이지 못한다.

3.2 Imitative Learning
Imitative learning은 모방학습과 강화학습 방식을

결합한 중간 단계의 학습 방법이다.[16] Imitative

learning의경우기존의강화학습에서정책을학습시키
기 위한 목적 함수에 모방학습의 손실함수

를 auxiliary 항으로 고려한

학습방법을의미한다. 가치기반네트워크의학습방법
은유지한채, 다음과같은정책손실함수를고려한다.

3.3 오프라인 강화학습

3.3.1 Policy Constraints

정책규제알고리즘은명시적인규제방식을이용하
는 explicit policy constraint 방법과암묵적으로규제를
가하는 implicit policy constraint 방식으로구분할수

있다. 정책규제기반의오프라인강화학습알고리즘은
오프라인 패러다임으로의 전환과 함께 초기부터 연구
되었으며현재가장많은연구가진행되었다. 정책규제

알고리즘의 기본적인 목적함수 형태는 다음과 같다.

여기서 은분포간거리(divergence) 측정방

법을 의미하며, 은 divergence threshold를의미한다.

의경우데이터세트를만든행동정책을의미하

기때문에데이터세트 에서샘플링될수있는행동의

분포를 의미할 수 있다.

1) Explicit Policy Constraint

명시적인정책규제는학습중인정책 를규제방
식을 이용하여 분포에 가깝게 유도하는 방식이다.

명시적인 정책 규제를 가해주는 알고리즘에는

BCQ(batch-constrained Q), BEAR(bootstrapping

error accumulation reduction), BRAC(behavior-

regularized actor-critic), Fisher BRC(Fisher behavior-

regularized critic) 등이 있다.

BCQ[11]: BCQ 알고리즘의경우다음과같은정책을
고려한다.

여기서 는사전에정의된범위내에서클

리핑되는 noise를출력하는 perturbation 네트워크를의
미하며, N은샘플의수를의미한다. BCQ는행동의완
전한모방이아닌유사한행동을수행할수있도록정책
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을규제한다. 이때완전한규제를원한다면 perturbation

모델 를고려하지않거나, 하나의샘플 N = 1만을고

려할수있다. 이와같이 N개의 sample을사용하거나,

noise가추가된모델은제한된데이터세트내에서행

동의 다양성을 일정 부분 보장하며 분포 이동 문제를
완화할 수 있다.

BRAC[34]: 강화학습에서가장대표적으로사용되는

actor-critic 알고리즘을기반하여행동을규제하는방법
으로, 정책개선및정책평가단계중하나의목적함수
항에분포의거리개념을처벌로써 고려해줄수있다.

본 논문에서는 다양한 거리(KL divergence,

Wasserstein distance, MMD 등)를측정할수있는방
법의 경우 성능 면에서 큰 차이를 보이지 않는 다는

것을보였으며, 정책을정규화하는작업보다는가치함
수에처벌항을고려해주는경우가보다긍정적인효과
를가져온다고보고하였다. 처벌항을고려한가치함수

는 다음과 같이 정의할 수 있다.

위 식에서 를

의미하며, a는 처벌항의 가중치를 조절해주는 상수항
을 의미한다.

Fisher-BRC[35]: Fisher BRC는 BRAC에서보고한

actor-critic 알고리즘의 규제 관련 항에 Fisher

divergence를이용하여엔트로피정규화기법을고려한
알고리즘이다. 고려되는 목적함수는 기존의 TD-error

와 더해 볼츠만(Boltzmann) 분포를 고려해준 다음의
정규화 항을 고려한다.

여기서 은 두 정책 분포의 Fisher divergence

를의미하며 는볼츠만정책으로정의할

수 있다.

2) Implicit Policy Constraints

BEAR[13]: BEAR 알고리즘은 f-divergence 로서
Gaussian kernel 과함께 최대 평균불일치(maximum

mean discrepancy; MMD) 거리 개념을 고려하여
를 규제하는 방법으로 다음과 같이 정책을 규제할

수 있다.

이와같은방법은경험적으로샘플의수가적어지는
경우 와 사이의 MMD가유사함을보장하며, 차
선의 행동을 포함하는 경우에도 좋은 정책을 찾을 수

있음을 보였다.

CRR[15]: CRR 알고리즘은 분포 이동 문제로 인해
발생하는 데이터 세트에 존재하지 않는 행동에 대한

Q(st, at) 값의직접적인평가를피하기위해필터함수를
고려하여 다음과 같은 정책을 최적화 한다.

여기서 은 양에서만 존재하는 단조 증가 함수

(monotonically increasing function)로 정의되는 모든

함수가고려될수있다. 만약 = 1이성립하는경우,

정책학습방식은모방학습(BC)와유사하게여겨질수

있으며, advantage function A(st, a t)를 기반으로 하여

혹은

와 같이 정의할 수 있다. 여기서 은 지시함수

(indicator function)를의미하며 b는항의가중치로고
려되는 temperature 파라미터를 의미한다.

AWR[36]: 행동정책을규제하는것은오프라인강화

학습기간동안기존의 off-policy 알고리즘과비교하여
안정적인정책을형성할수있었다. 하지만, 행동정책
의추정에대한 bootstrapping 에러는피할수없었으며,

이를해결하기위해저자는 AWR 알고리즘을제안하였
다. AWR 알고리즘은데이터세트에포함된궤적전체
를고려하는 Monte Carlo 방식을고려하여다음과같

은 advantage function 을 이

용하여 다음과 같이 정책과 가치함수를 학습한다.
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AWAC[14]: AWR을 기반으로 하는 AWAC는
advantage function A(st, at)를추정하기위해상태행동

가치 함수 TD-error를 최소화 할 수 있는 Q(st, a t)를
고려한다. 즉, AWAC에서 advantage function은다음
과 같이 정의할 수 있다.

3.3.2 Regularization

Regularization은정책및가치함수의학습에고려

될 수 있으며 value regularization 및 policy

regularization으로 구분할 수 있다.

1) Value Regularization

CQL[12]: Value regularization 기법이 고려된 가장
대표적인 오프라인 강화학습 알고리즘으로는 CQL이

있다. CQL은분포이동문제를해결하기위해데이터
세트에포함된상태-행동쌍의가치는최대화하며포
함되지 않은 상태-행동 쌍의 가치는 최소화하여 정책

학습에있어데이터세트에포함된정책분포와유사하
도록규제를가하는효과를준다. 이에대한구체적인
regularizer는 다음과 같다.

여기서 는 정책의 regularizer를 의미한다.

N-SAC[18]: N-SAC는 앙상블(ensemble) 네트워크

와함께 clipped Q-learning 기법을고려한알고리즘으
로 N개의 critic network를 고려하며 주어진 상태 및
행동 쌍에 대한 가장 비관적인 (가장 낮은) Q 함수를
고려하여 actor 및 critic network를 업데이트 한다.

EDAC[18]: 비관적인 Q 함수를고려하기위해앙상
블네트워크를이용하는 N-SAC의경우특정업무에서
굉장히많은양의앙상블네트워크를요구할수있다.

이는 계산 및 시간 비용을 크게 증가시킬 수 있으며,

이를해결하기 위한알고리즘으로 cosine similarity를
이용한알고리즘인 EDAC이제안되었다. EDAC은학
습된 Q 함수 사이의유사도를 regularizer로고려하여

학습과정에서 Q 함수다양성을보장하며다수의네트
워크를학습할수있다. 즉, 유사도가높은네트워크의
비율을 줄여 N-SAC의 문제를 해결할 수 있다. 해당

알고리즘의 Q 함수는다음과같이 regularizer를고려
한다.

여기서 은두함수간의 cosine similarity를의미
한다.

2) Policy Regularization

SAC[26]: 대표적인 policy regularization 방법은 2장

에서 살펴본 SAC 알고리즘이 있다. 해당 알고리즘은

entropy 을 regularizer로고려하며정책학

습을수행한다. SAC 알고리즘은최적정책의확률적인
제어를가능하게하며, entropy 항을통해정책의조기

수렴을 방지하여 훈련과정에서 exploration-

exploitation 문제를자동적으로고려함으로서, 견고성
과 안정성을 개선하였다.
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3.3.3 In-sample Learning

IQL[37]: 앞서확인한모든방법은데이터셋에존재
하지않는상태-행동쌍에대한가치평가가수행된다.

따라서, 기존의 알고리즘은이러한상태-행동쌍에대
한가치평가에대한정확한평가가어렵기때문에이를
규제하는항을고려하게된다. In-sample learning의경

우데이터세트내의정보만을고려하여데이터세트에
존재하지않는상태-행동쌍에대한 query를전적으로
피하는방법을채택한다. 대표적인알고리즘은 IQL이

있다. 해당알고리즘은 AWR 기반으로정책을학습하
며 on-policy 알고리즘인 SARSA 방식을채택하여데
이터세트내샘플만을이용하여문제를해결한다. 또

한, 기존의 대칭적인 손실 함수 대신 아닌 비대칭적인
손실함수를이용하여가치평가모델의학습을수행한
다. 총 3개의네트워크(상태가치함수, 상태-행동가치

함수, 정책)를고려하며, 각각의손실함수는다음과같다.

여기서 은 비대칭적

손실함수인 expectile 손실함수를의미하며, t는비대
칭도를 결정하는 계수를 의미한다.

본논문에서명시된오프라인강화학습알고리즘의
분류는 표 1을 통해 확인할 수 있다.

Ⅳ. 토 의

4.1 해결되지 않은 문제 및 한계
오프라인강화학습연구분야에서는해결및발전이

필요한다양한요소들이존재한다. 본절에서는오프라

인강화학습분야에서의 open problem 및앞으로의방
향성에 대해 토의한다.

오프라인강화학습에서해결해야할가장큰어려움

은 분포 이동 문제이다. 해당 문제는 데이터 세트 내
존재하지 않는 uncertainty set에 대한 과대 추정(over

estimation)으로인해발생한다. 해당문제를해결하기

위해대부분의오프라인강화학습연구들은데이터세
트내에존재하지않는행동을보수적으로평가하거나,

policy 자체에 constraint를부여하는방법을사용한다.

이러한규제기반의접근은데이터세트내에존재하지
않는 행동 선택 확률을 낮춤으로써, 실제 환경에서의
분포이동문제를완화한다. 하지만제약에기반한방식

은고정된데이터세트에대해높은의존성을갖기때문
에데이터세트내최적의행동이포함되지않는경우
개체는최적의행동을학습하기 어렵다. 또한, 양질의

데이터세트가제공되지않을경우과적합(over fitting)

과 같은 문제가 쉽게 발생할 수 있다. 이러한 문제를
해결하기위해서는 uncertainty set에대한정확한평가

가 선행되어야 한다.

오프라인강화학습기반정책의평가방법또한꾸준
히연구돼야할요소이다. 현재많은오프라인강화학습

연구에서는정책평가를위해학습기간중주기적으로
온라인환경에서평가를수행한다. 이러한평가방식에
서는불완전한정책을지닌개체가환경과상호작용을

수행한다. 따라서, 상호작용의위험성이큰작업에서는
적합한평가방법으로고려되기어렵다. 이에, 이전경
험을 통해서만 정책을 평가하는 OPE(off-policy

TD3
+BC

BCQ BEAR BRAC
Fisher
BRC

CRR AWR AWAC CQL N-SAC EDAC IQL

Value
Regularize

O O O O O O O

Policy
Regularize

O O O

Explicit
Constraint

O O

Implicit
Constraint

O O O O

Clipped Q O O O O O

표 1. 오프라인 강화학습 알고리즘 분류
Table 1. Offline reinforcement learning algorithms classification
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evaluation) 기반의 평가가 고려되고 있으나 현재의
OPE 방식은종종부정확한평가를제공한다고보고되
고있다[6]. 정책평가방법은최적의정책선택및파라

미터조정등알고리즘의개선을위한기준으로사용되
기때문에신뢰성높은평가방법은반드시확립되어야
한다. OPE 기반평가방법연구의발전은정확한정책

성능제공을통해오프라인강화학습알고리즘개선에
크게 기여할 것이다.

마지막으로, 오프라인강화학습을위한데이터세트

구축및활용관점에서도다양한연구가시도될수있
다. 특히, 실제세계를고려하는오프라인강화학습에서
는보상신호를 labelling 하는연구의필요성이강조될

수있다. 실제세계데이터에는기본적으로보상신호가
존재하지않기때문에, 설계자가직접보상 label을부
여해야 한다. 이는 매우 높은 비용을 요구하며, 사전

설계된보상함수에제약을받는다는문제점이존재한
다. 따라서, 고품질의데이터세트를구성하기위한보
상신호 부여와 관련한연구는높은중요성을 갖는다.

동일한관점에서, 비지도학습기반의오프라인강화학
습방법의연구도유망한분야로고려될수있다. 데이
터의 label을요구하지 않는학습방식은실제세계의

unlabeled 데이터 세트의 활용도를 크게 높일 것이다.

4.2 오프라인 알고리즘 별 상충점
오프라인강화학습알고리즘의경우본문및 4.1에

서논의된학습및적용과정에서의분포이동문제를

해결하기위해개발되었다. 본논문에서조사된오프라
인 강화학습의 경우 1) Policy에 대한 규제 및 제약,

2) Value function에 대한 규제 및 제약, 그리고 3)

In-sample learning을통해직접적인규제를최소화한
방법과같이 3가지로구분가능하다. 본섹션에서는각
각의 알고리즘이 갖는 상충에 대해 논의한다.

4.2.1 Value function 규제 및 제약

Value function에대한직접적인규제및제약방법
의주된목적은데이터세트내에포함되지않은데이터
샘플의평가를비관적으로조정하는것에있다. 데이터

세트 내에 포함되지 않은 데이터 샘플의 평가는 과소
및과대평가될수있는데, 이때많은오프라인강화학
습알고리즘은과대평가를방지하는것에초점을맞춘

다. 즉, 경험해보지못한행동의경우보수적/비관적으
로낮은가치를갖는다고평가를수행한다. 이와같이
비관적인 가치평가를 수행하는 이유는 강화학습에서

exploitation 과정에서행동을선택하는원리를통해이
해할수있다. 강화학습에서 exploitation 과정에서선택

되는행동은높은가치를갖고있다는것을의미한다.

이는선택가능한행동중최적의보상을얻을수있는
행동이라는의미를내포한다. 즉, 경험해보지못한행동

의실제가치를판단하는것은어려울수있으며, 해당
행동이실제로는부정적인결과를가져올수있기때문
에이에대한평가자체를보수적으로수행하는데의의

가 있다.

4.2.2 Policy 규제 및 제약

Policy를 규제 및 제약하는 방법의 목적은 데이터
세트내에존재하는행동과유사한행동을선택하게하

는데있다. 알고리즘의특성에따라서 value function의
제약과동시에수행될수있다. Policy를규제하는가장
기본적인방법은실제데이터세트내에존재하는행동

과정책을통해생성된행동을유사하게만드는것이다.

이를수행하기위해기존의 BC와같은제약을도입할
수 있으며, 행동 정책과 학습된 정책 간의 distance를

줄이는 방법 등이 존재한다.

Policy만을규제하는것과 value function을규제하
는것의가장큰차이는데이터세트에존재하지않는

샘플에 대한 가치 평가를 임의로 조정하지 않는 것에
있다. 즉, value function에서의단점인추가적인데이
터샘플및온라인미세조정과정에서발생할수있는

문제가 완화될 수 있다는 장점이 있다. 또한, 샘플이
적절한경우평균적인성능을보장할수있다. 하지만
샘플내에행동의비율이부적절한행동들에편중되어

있는경우잘못된정책규제가수행될수있기때문에
기존의모방학습에서의문제를동일하게겪을수있다.

4.2.3 In-sample Learning

In-sample learning의골자는학습과정에서데이터

세트내에존재하지않는샘플에대한평가자체를수행
하지 않는 것에 있다. 일반적으로 강화학습에서
TD-target을 구하는 과정에서 next action에 대한

inference 과정이 요구된다. 이때 next state와 next

action 페어는데이터세트내에존재하지않는경우가
존재할 수 있다. 즉, TD-target의 추정 값에

bootstrapping 에러가발생하여학습과정에문제를발
생시킬수있다. In-sample learning은이를방지하고자
TD-target을 state-action value function이 아닌 state

value function으로 설정한다. 그리고, state value

function은기존과같이 state의평균적인가치가아닌
최적의행동을결정했을때의가치에가깝게평가한다.

이와같은방식은정책및 value function에대한어
떠한규제도존재하지않기때문에 value function 규제
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방식의단점이었던추가적인데이터샘플및온라인미
세조정 과정에서우려되는문제를방지할수있다. 또
한, policy 규제 방식의 단점이었던 샘플 내에 행동의

비율이부적절한행동들에편중된경우에도특정 state

에서경험해본행동중최선의행동을선택하게될수
있다. 하지만, 데이터세트내에우수한데이터가존재

하지않는경우에는해당방식역시좋은성능의정책을
형성하는 것을 기대하기에는 어렵다.

이와같이모든방식들은 generalization을수행하여

분포이동문제를직접적으로하는것은아니며, 분포
이동문제를무시한채정책이보수적으로최선의행동
을 결정하는 것을 목적으로 한다.

4.3 오프라인 강화학습을 위한 데이터 세트
오프라인강화학습에서개체는고정된데이터내에

서학습을수행한다. 이에높은데이터품질을구성하기
위한연구가꾸준히수행되고있다. 오프라인강화학습

에서대표적으로고려되는데이터세트는 synthetic 및
실제 세계 데이터로 구분될 수 있다.

4.3.1 Synthetic 데이터의 활용

Synthetic 데이터는사전학습된정책을통해수집된

정보로, 학습된 정책을 지닌 에이전트가 환경과 직접
상호작용하여 수집된 데이터를 의미한다. 이때,

synthetic 데이터의분포는정보수집을위한에이전트

의정책완성도에따라서로다르게형성된다. 이에대
부분의연구에서는각각상이하게학습된정책을활용
하여 synthetic 데이터를수집하며, 무작위의행동을수

행하는정책을활용하기도한다. 또한, 여러개의정책
을활용하여하나의데이터세트를구성하는방법또한
고려되고있다. 이는주어진데이터세트내경로정보

의가치평가를통해최선의행동을학습하는오프라인
강화학습의 특성에 기반한 것으로 데이터의 다양성을
높이기위한방법으로고려될수있다. 이처럼 synthetic

데이터를이용한강화학습은활발히수행되고있다. 하
지만, 미완성정책을통한 synthetic 데이터수집시상
호작용단계에서높은위험성을수반할수있다는문제

점이 존재한다.

4.3.2 실제 데이터의 활용

Synthetic data의문제점완화및현실과의차이극복
을위한방법으로는실제세계의데이터세트를활용하

는방식이고려될수있다. 이를위해서는실제데이터
를 MDP에기반한경로(trajectory) 정보가포함된데이
터세트를수집해야한다. 하지만, 대부분의실제세계

데이터는경로정보가존재하지않기때문에사전설계
된 MDP에 기반하여 데이터 가공을 수행하는 과정이
요구된다. 이러한데이터가공과정은높은비용을요구

하며, 신뢰성높은 MDP를사전에설계해야한다는어
려움이존재한다. 이에경로정보가일부누락된데이터
세트를활용하여 오프라인 강화학습을 수행하는 연구

가 활발히 진행되고 있다[38]. 실제 데이터를 활용하기
위한 또 다른 시도로는 준 지도학습(semi-supervised

learning) 기반의방법이고려될수있다. 해당방법에서

는 label이 부여된 소수의 데이터를 활용하여, 누락된
특정경로정보를할당한다[39]. 해당방법을통해경로
정보가누락된데이터또한오프라인학습이가능한데

이터의 형태로 수집될 수 있다.

Ⅴ. 결 론

본논문에서는고정된데이터세트를기반으로정책
을학습하는오프라인강화학습에대해소개한다. 기존
의실시간상호작용을필요로하는온라인강화학습패

러다임에서 벗어난 오프라인 강화학습 방식은 다양한
측면에서실용성을제공한다. 하지만단순한시뮬레이
터 환경이 아닌 실제 세계의 문제에 적용을 위해서는

많은문제들이남아있다. 강화학습패러다임에서사용
가능한데이터세트가공문제, 데이터세트를기반으로
학습된정책을신뢰하고적용하기위한정책평가문제,

분포 이동에 따른 정책 동작 오류 문제 등 아직까지
실제적용을위해서는부족한실정이다. 구체적으로, 데
이터세트의품질향상및검증방법, 행동및보상정보

와같은손실등에따른정책학습방법, 분포이동문제
를해결하기위한온라인및오프라인방식의결합등에
대한연구는실용성향상에크게기여할수있는새로운

연구 주제로 고려될 수 있다
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